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Abstract. Optical Character Recognition (OCR) for Indian languages
is challenging due to diverse scripts, complex characters, and varied
writing styles. This work presents HindiOCR-VLM, a Vision-Language
Model adapted for Hindi OCR using Low-Rank Adaptation (LoRA) on
a model pre-trained for Chinese and English. We explore two adapta-
tion strategies: (i) a single-stage model that directly predicts text at the
page level — bypassing intermediate word or line detection — focused
on printed documents, and (ii) a two-stage model for multi-domain sce-
narios (printed, handwritten, and scene text), which first detects words
and then recognizes them individually. Inspired by human learning pro-
cesses, we propose a progressive learning approach — a training strategy
to the single-stage model to enhance language acquisition and acceler-
ate convergence. Leveraging the vision encoder’s rich representations,
our method enables effective multi-domain training. Experimental re-
sults and ablation studies show that HindiOCR-VLM handles the com-
plexities of the Devanagari script well and outperforms domain-specific
models, offering a unified and robust solution for Hindi OCR. Code and
resources are available at: https://hindiocr-vlm.github.io/.

Keywords: OCR · Indian script and language · Vision-Language Model
· Low-Rank Adaptation · progressive learning · multi-domain.

1 Introduction

OCR has progressed from rule-based and statistical methods (e.g., HMMs [7,17,
46], SVMs [4]) to deep learning, with LSTMs [3,18,40,47] significantly improving
sequential text recognition. Transformer-based models like TrOCR [34] enabled
parallel processing and long-range attention. Recent advances involve Vision-
Language Models (VLMs) [2, 10, 13, 52], which integrate visual and linguistic
cues for deeper text understanding. VLMs surpass traditional OCR by leveraging
language priors to interpret ambiguous or degraded text, significantly improving
⋆ These authors contributed equally.

https://hindiocr-vlm.github.io/
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मरीन  लाईन्स

मशीनरी  ठीक  से काम  �कया
और इस�लए  कैसे समान  टुकड़ा
यह तुम कैसे वह सकते  हो �म रमानीॽ
बैंक संभ अक्ष्यर  एक  कैश बुद मे अलग
नहतीजा  �दखताता  हैं।
�फर  एक ज़रूरी  चीज़  ला�रश  को तकसीम
करती  हैं।

Scene Text 
OCR

Handwritten 
OCR

Printed 
OCR

दमूारी -मनुष्यता  को इतना  कंगाल  न समझो , मीर  साहब  ! 
राजा -महाराजाओं  का इ�तहास  तो लोग  �लख  लेते हैं, ले�कन  
क्या  साधारण  लोगों  में  मनुष्यता  के उच्च  उदाहरण  नहीं  
�मलते  ?
जो लोग  हमारे  इधरीर  पर प्राण  सम�पर्चुत  करते  हैं या जो 
दीपक
की भाँ�त  मुसीबतों  की आचुर्चु  में  कंग-कंग जल रहे हैं उन्मों  
�कतने
ही ऐसे हैं �ननके  सामने  महाराव  हुक्मीर  व्यत्प्रत  चुट्टे  हैं ।
मीर  म�हमा -वह मैं मानता  हँू, �क ईसा�नयत  गरीबों  में  भी
पाई  जाती  है क्यों  हैहा�नयत  तो खास  तौर  से व्यसोरों  की 
दौलत
है । लालच  ईसान  को हैदान  वनाता  है ।
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Traditional OCR

‘आपका  कहना ठीक है, ले�कन मैं अपनी मनहूस िजंदगी की छाया 
आप पर डालकर आपकी िजंदगी को बरबाद नहीं करना चाहती ।' 

‘यह तुम्हारी ज्यादती होगी, अगर तुम ऐसा सोचोगी �पकंो !' 
अचल ने एक ममता-भरे आश्वासन के स्वर में कहा थाः ‘मैंने अभी 
कहा न �क �हम्मत मत हारो और मायूस भी न हो । यह िजंदगी एक 
संघषर्ष है । इसमें तुम्हें इतनी जल्दी घबरा नहीं जाना चा�हए । ...
दरअसल यह सारी िजंदगी एक तरह का आदान-प्रदान है । एक तरह 
का लेन-देन । एक तरह का समझौता । एक तरह की खरीद-फरोख्त 
। ...इस�लए मैं कहता हँू �क अगर अब तक तुम बहुत कुछ भी खो 
चुकी हो, तो अब तुम्हारे �लए कुछ पाने की बारी आ गयी है और याद 
रखो, तुमने बहुत कुछ पाना भी है । इस�लए मायूसी छोड़ दो और 
�हम्मत से काम लो ।' 

Input Image

Single Stage: HindiOCR-VLM

‘आपका  कहना ठीक है, ले�कन मैं अपनी मनहूस िजंदगी की 
छाया आप पर डालकर आपकी िजंदगी को बरबाद नहीं करना 
चाहती ।' 

‘यह तुम्हारी ज्यादती होगी, अगर तुम ऐसा सोचोगी 
�पकंो !' अचल ने एक ममता-भरे आश्वासन के स्वर में कहा 
थाः ‘मैंने अभी कहा न �क �हम्मत मत हारो औरs मायूस भी 
न हो । यह िजंदगी एक संघषर्ष है । इसमें तुम्हें इतनी जल्दी 
घबरा नहीं जाना चा�हए । ...दरअसल यह सारी िजंदगी एक 
तरह का आदान-प्रदान है । एक तरह का लेन-देन । एक तरह 
का समझौता । एक तरह की खरीद-फरोख्त । ...इस�लए मैं 
कहता हँू �क अगर अब तक तुम बहुत कुछ भी खो चुकी हो, तो 
अब तुम्हारे �लए कुछ पाने की बारी आ गयी है और याद रखो, 
तुमने बहुत कुछ पाना भी है । इस�लए मायूसी छोड़ दो और 
�हम्मत से काम लो ।' 

Word Detection: Stage1

Word Recognition: Stage2

Fig. 1: Illustrates key differences between traditional OCR and HindiOCR-VLM :
traditional methods require separate models for each modality and follow a two-
stage process (localization then recognition), while VLMs handle all modalities
in a single model and recognize text directly without explicit localization.

handwritten and scene text recognition. Their multimodal pre-training ensures
strong generalization across fonts, writing styles, and noisy environments. No-
tably, VLMs excel in recognizing multilingual and code-mixed text [58], a persis-
tent challenge in Indian OCR. Their cross-modal attention dynamically adjusts



Adapting Vision-Language Models for Hindi OCR 3

predictions based on character shapes and linguistic context, making them highly
effective for complex Indian scripts.

Indian OCR [9,32,39,44] presents challenges due to diverse scripts, complex
characters, and multilingual text composition. Scripts like Devanagari, Tamil,
and Bengali feature ligatures and diacritics, complicating segmentation and
recognition [40, 44]. Similar-looking characters, low-resolution text, and code-
mixing further complicate traditional OCR approaches. Additionally, the scarcity
of annotated datasets limits model generalization. Given these challenges, VLMs
offer a robust solution by integrating visual and linguistic cues, excelling in rec-
ognizing occluded, degraded, and contextually ambiguous text across multiple
writing styles.

We adapt Vision-Language Models (VLMs), particularly GOT OCR 2.0 [52],
to develop HindiOCR-VLM for Hindi OCR by fine-tuning a model initially
trained on Chinese and English using Low-Rank Adaptation (LoRA). Our adap-
tation includes two strategies: (i) a single-stage model that directly predicts page-
level text without intermediate word or line detection, applied to printed pages,
and (ii) a two-stage model for multi-domain settings (printed, handwritten, and
scene text), which detects words and recognizes each individually. We introduce
a progressive learning strategy for the single-stage model to enhance language
learning and convergence. Leveraging the vision encoder’s strong representa-
tions, our model supports effective multi-domain training. Ablation studies and
evaluations show that HindiOCR-VLM handles Devanagari script complexities
well and outperforms domain-specific and two-stage models, offering a unified
and robust OCR solution.

Our contributions are summarized as follows:

– To the best of our knowledge, this is the first study to leverage modern
Vision-Language Models (VLMs) for unified, single-stage OCR in Hindi.
Fig. 1 shows the difference between traditional OCR and HindiOCR-VLM.

– We demonstrate that progressive learning during fine-tuning significantly
improves the language learning abilities of HindiOCR-VLM and accelerates
convergence.

– Extensive experiments show that HindiOCR-VLM outperforms in printed
and handwritten and is comparable in scene text to industry-grade and open-
source OCR models.

2 Related Works

2.1 Traditional OCR

Document imaging has progressed with advanced text detectors like EAST [62],
PixelLink [15], CRAFT [5], and TextSnake [38], allowing polygonal and curved
representations for better localization. Early OCR relied on handcrafted features
and statistical models [8, 24], while deep learning tools such as Tesseract [50],
EasyOCR [23], and MMOCR [30] use CNNs, RNNs, and attention for robust
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script recognition. Handwriting remains difficult due to style variability, ad-
dressed through datasets like IAM [20] and models [12,16,36] using recurrent or
transformer-based architectures [35,53].

Beyond recognition, layout analysis detects structural elements like para-
graphs and tables. Tools like LayoutParser [48] and LayoutLM series [22,55,56]
integrate textual, visual, and spatial cues for better document understanding,
with LayoutLMv3 optimized for layout-aware tasks. Modern end-to-end models
unify detection, recognition, and layout analysis to retain document semantics.
With LLMs and VLMs [2, 52], explicit layout detection and word cropping are
increasingly unnecessary, as these models process full pages holistically — an
approach we adopt to enhance page-level learning.

2.2 LVLM-driven OCR

Recent advances in Vision-Language Models (VLMs) and Large Language Mod-
els (LLMs) have improved OCR by integrating text recognition with contex-
tual reasoning, enabling document parsing and structure extraction. Models like
Donut [29], Pix2Struct [33], and OFA-OCR [37] directly generate structured
outputs without traditional OCR steps. oCLIP [57] and MGP-STR [51] enhance
recognition using weak supervision and linguistic integration. Multimodal trans-
formers such as MVLT [54], CLIP4STR [60], and CLIP-LLaMA [61] further
boost accuracy. Scaling VLMs [11] shows OCR improvements with larger mod-
els, while Phi-3 Vision [2] balances strong performance and efficiency with just
4.2B parameters, making it ideal for edge devices. Our ablation compares fine-
tuned GOT OCR 2.0 [52] and Phi-3 Vision [2] to evaluate their capabilities in
complex Hindi OCR tasks.

2.3 OCR in Indian languages

Recent advancements in Vision-Language Models (VLMs) and Large Language
Models (LLMs) have significantly improved OCR for Indian languages, address-
ing script complexity, multilingual text, and low-resource challenges.

Pre-training in Indic languages enhances OCR by improving script handling
and text normalization. IndicNLPSuite [25] provides tokenization and transliter-
ation tools, while IndicBART [14] aids text correction and document understand-
ing. IndicLLMSuite [26] and pre-training data and Tokenizer for Indic LLM [31]
optimize tokenization and contextual understanding for complex scripts. Indic-
GenBench [49] benchmarks LLMs’ text generation, indirectly benefiting OCR.

Domain-specific datasets further refine OCR. Paramanu [43] enhances effi-
ciency for Indic languages, and Chitrarth [27] integrates multilingual LLMs with
vision modules. Mathew et al. [40] use a CRNN-based model for word-level OCR
in printed text. For handwritten text, Lalitha et al. [32] explore transformer ar-
chitectures, while Lunia et al. [39] introduce a PARSeq-based approach for word-
level scene text recognition. However, all these models remain domain-specific
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and rely on external layout predictors. To address this, we aim to develop a uni-
fied model that processes entire pages holistically and generalizes across multiple
domains.

Fig. 2: Shows HindiOCR-VLM, an adaptation of the GOT OCR 2.0 [52] using
Low-Rank Adaptation (LoRA) for the Hindi language. The vision encoder pre-
trained on English and Chinese text is frozen while the decoder gets finetuned

3 Methodology and Experiments

3.1 HindiOCR-VLM

We adopt the pre-trained GOT OCR 2.0 [52] trained on a large Chinese and
English corpus [6, 59]. The GOT architecture comprises three key modules: an
image encoder, a linear layer, and an output decoder, as depicted in Fig. 2. The
model’s training progresses through three critical stages, beginning with the
initial pre-training of the vision encoder using text recognition tasks. A com-
pact decoder OPT-125M [59] propagates gradients while processing scene text
and document-level character images. The second stage involves connecting the
pre-trained vision encoder to Qwen-0.5B [6], expanding the model’s capabilities
through training on diverse OCR data, including intricate materials like sheet
music, mathematical formulas, and geometric shapes. The final stage focuses
on enhancing generalization through synthetic multi-crop and multi-page data,
strategically fine-tuning the decoder while keeping the encoder frozen. We adapt
this model to Hindi using LORA, finetuning the language model and keeping the
vision encoder frozen. Notably, the encoder demonstrates remarkable linguistic
transferability from English and Chinese to Devanagari scripts, suggesting an
intriguing cross-linguistic visual compatibility in character recognition.
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3.2 Model Adaptation

As shown in Fig. 2, the adaptation of the GOT model is achieved through Low-
Rank Adaptation (LoRA) [21], a parameter-efficient fine-tuning method. LoRA
decomposes the weight update into a low-rank approximation by introducing two
matrices for each adapted weight matrix. For a given weight matrix W ∈ Rd×k,
the LoRA update can be expressed as:

W +∆W = W +BA, (1)

where B ∈ Rd×r and A ∈ Rr×k are the low-rank decomposition matrices and
r is the rank of the decomposition. The effective weight update ∆W is scaled
during training by a factor α/r, where α is a hyper-parameter that controls the
magnitude of the update:

h = Wx+
α

r
(BA)x. (2)

In this implementation, adaptation is specifically applied to the decoder lan-
guage model of the GOT model, while the encoder remains in a frozen state.
The LoRA configuration uses an α value of 32 and a rank of 8, without any
bias parameters included in the adaptation. Fine-tuning targets all linear layers
within the decoder architecture, except for the language modeling head. The
frozen encoder maintains the original GOT model’s robust visual feature ex-
traction capabilities, while the adapted decoder can be optimized for specific
downstream tasks.

Fig. 3: Shows steps of progressive learning for language understanding in Vision-
Language Models (VLMs). LoRA adaptation begins with word-level training,
gradually advancing to lines, paragraphs, and full pages. This staged approach
enhances accuracy on full-page text with minimal training.
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3.3 Progressive Learning in Single-Stage OCR

We fine-tune the GOT OCR 2.0 model on a large corpus of printed text using a
novel progressive learning strategy inspired by human language acquisition pat-
terns. Fig. 3 demonstrates the proposed method. Rather than simultaneously
presenting the model with the complete complexity of document understand-
ing tasks, the training follows a graduated approach with distinct phases of
increasing complexity. The initial phase consists of 50,000 training steps focused
exclusively on word-level images. This foundational training establishes basic
character and word recognition capabilities, analogous to how children learn to
recognize individual words. Upon transitioning to line-level images in the subse-
quent phase, the model demonstrates remarkable efficiency in knowledge trans-
fer, achieving 90% token accuracy within just 5,000 steps. This rapid adaptation
suggests that word-level training creates a robust foundation for more complex
text recognition tasks. Following the line-level adaptation, the training progres-
sively introduces more complex structures, beginning with text blocks and ad-
vancing to complete pages. This incremental approach facilitates the model’s
capacity for direct, single-stage page processing during inference, thereby elim-
inating the necessity for explicit word or line detection. Experimental results
demonstrate that progressive learning offers significant advantages over mixed
training, as we later show in our ablation study.

3.4 Multidomain Learning in Two-Stage OCR

While the GOT OCR 2.0 architecture [52] demonstrates robust performance
across multiple domains in its pre-trained state, its application to Indian lan-
guages presents unique challenges due to the traditional approach of using sepa-
rate models for different text domains. This study proposes a unified approach to
handle multiple text domains simultaneously, eliminating the need for domain-
specific models in Indian language OCR systems. The training dataset is meticu-
lously curated to ensure an equal distribution across three key domains: printed
text, handwritten text, and scene text. This balanced representation ensures
that the model develops domain-agnostic features while maintaining high per-
formance across all text varieties. The printed text domain encompasses various
font styles and sizes commonly found in documents and books, the handwritten
domain includes diverse writing styles and variations in character formation, and
the scene text domain contains text extracted from natural images with varying
backgrounds, orientations, and lighting conditions. Since our dataset contains
limited page-level or block-level images, especially for handwritten and scene
text, we employ a two-stage inference approach. We first detect words using
CRAFT [5] for printed and scene text, and YOLO [45] for handwritten doc-
uments. Subsequently, we feed these cropped word images into the model for
recognition.
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Fig. 4: Shows training samples across modalities: printed text (page, line, word)
in black, handwritten words in red, and scene text words in blue.

3.5 Dataset

Our in-house printed dataset consists of 1.1M, 100K, 32K, and 3,634 word-level,
line-level, block-level, and page-level images, respectively. To address the limita-
tions posed by the insufficient availability of line-level, block-level, and page-level
images, we augment these images to a large amount. We employ a comprehensive
set of augmentation functions — average blur, defocus blur, Gaussian blur, glass
blur, median blur, Gaussian noise, etc, resulting in 2.5M images. The augmented
images introduce variability and realism into the original dataset, enhancing the
trained models’ robustness and generalization capabilities. For training of printed
modality, we use the same in-house dataset. For mix modality training, we use
handwritten images from [19] and scene text images from IndicSTR12 [39] and
Bharat Scene Text Dataset [1]. Due to the lack of page, block, and line-level an-
notations for handwritten and scene text, progressive training was applied only
to printed text. Table 1 shows dataset statistics for progressive training only
for printed. For mixed modality training, we used 400K word level images per
modality (1.2M total), with both setups evaluated on a challenging test set in
Table 1. Fig. 4 shows a few samples of different modalities from our training set.

3.6 Training Process

The training employs Low-Rank Adaptation (LoRA) with hyperparameters α =
32 and rank r = 8, enabling efficient fine-tuning while minimizing computational
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Level Train Val
Words 11,924,480 19,654
Line 1,016,000 1,016
Block 352,737 7,054
Page 36,340 181

Modality Pages Words
Printed 150 47,587
Handwritten 100 4,347
Scene Text 50 378

Table 1: Presents dataset statistics, with the left table illustrating the distribu-
tion of training data for printed text, and the right table showing the composition
of the testing set.

overhead. The process is distributed across two NVIDIA A6000 GPUs with a
total batch size of 16 (8 samples per GPU). We use a learning rate 0.0001, Adam
optimizer with 0.1 weight decay, and cosine LR scheduling. LoRA (rank 8, alpha
32) follows the original setup to match compute constraints. Progressive training
starts with words, adding lines, blocks, and pages at 50k, 100k, and 200k steps,
converging by 350k steps.

3.7 Evaluation Metrics

We evaluate OCR performance using two common metrics: Word Recognition
Rate (WRR) and Character Recognition Rate (CRR), defined as:

CRR =
N c

p

N c
g

, WRR =
Nw

p

Nw
g

, (3)

where N c
p and N c

g represent the number of correctly recognized characters and
the total characters in the ground truth, respectively. Similarly, Nw

p and Nw
g

denote the correctly recognized words and total words in the ground truth.
Higher values indicate better OCR performance.

4 Results

4.1 Comparison of OCR Methods for Printed Text

Traditional OCR models follow a two-stage process — detecting lines or words
and sending the respective segments to a recognition model for performing OCR.
In contrast, we give the entire page as input to the model, and our unified ap-
proach processes the entire text simultaneously. For a fair comparison, we present
two versions of HindiOCR-VLM : one following a two-stage approach like tradi-
tional OCR systems and another single-stage that processes the entire page at
once. As shown in Table 2, our model outperforms open-source OCR models such
as CRNN [40] and Surya OCR, as well as industry-grade solutions like Google
OCR and Azure OCR. Notably, it performs superiorly, requiring significantly
fewer training samples than industry-grade models. Our experiments show that
3 https://github.com/VikParuchuri/surya

https://github.com/VikParuchuri/surya
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Method WRR CRR
Google OCR 87.35 96.16
Azure OCR 87.17 96.94
CRNN [40] 87.32 96.22
Surya OCR3 83.69 80.66
HindiOCR-VLM† 84.74 92.63
HindiOCR-VLM‡ 90.77 95.05

Table 2: Presents performance comparison with commercial and non-commercial
OCRs on printed text. † and ‡ indicate single-stage and two-stage approaches,
respectively. Bold and italic represent the best and second-best values, respec-
tively.

( ५२ )
पीछा करने वाले काले नाग हों । फन्कारों से ऊपर �नकलने वाले फुव्वारों
की भां�त छोटे-छोटे जल-कण हमारे ऊपर �गर रहे थे । क्रोध के आवेश में
देत ेहैं, उतने जोर से लहरों ने
वाली लहरों को घेर कर पीछे
हम अपने �सर को िजतने जोर से मार
�कनारे को छूकर लुढ़ककर पीछे से आने
ढकेल �दया। मोहन कुमार कोई पद्य रागमय अलापता था। उसका अथर्थ 
यह
�नकलता है �क इस प्रकार गरजने वाला यह समुद्र मेरी
समान है । जब हम उन सब दृश्यों का सक्षात्कार कर
समान पानी के झोंके �गरकर शरीर को आराम पहँुचा
वाला कंठ, उस कंठ से अ�भव्यक्त भाव, सन हमा
हृदयों को आनन्द से आप्ला�वत �कया ।
भाव-धारा के
रहे थे, �हम के
रहे थे तब गाने
उस भाव का रस, सबने हमारे
-
थोड़ी देर बाद वे �नकले। हमने उनका अनुसरण �कया। थोड़ा-सा
अंधेरा छाया हुआ था । मैंने कहा - "हम भी आ रही हैं । थोड़ा रु�कये ।"
वे मान गये ।
"उस मधुर गाने के �लए धन्यवाद" - मैं कहा ! भी स्वीकार
कीिजए" - सुधा ने मेरी बात में बात �मलायी ।
"हमारे धन्यवाद"
"वह भी क्या कंठ है ? नरमी के कारण कंठ रंूध गया है । लवंग
खाने पर भी कंठ में श्राव्यता नहीं आयी। मुझ ेरुलाने के �लए ही आप
ऐसा कहती हैं ।" - मोहन कुमार ने कहा ।
“प्र�तभाशाली लोग ऐसे ही कहत ेहैं" - मधुमू�त र्थ ने कहा ।
“हाँ-हाँ प्र�तभाशाली लोग इस प्रकार �ढढोरा पीटत ेहोंगे" - मोहन
कुमार बोला । इस प्रकार बातें करत-ेकरत ेहम होस्टल पहँुच गयीं ।
इस प�रचय को लेकर मोहन कुमार हमारे होस्टल आने लगा । वह
मुझ ेऔर सुधा को कहलवा भेजता था । हम जाकर उससे बातें करती
थीं । उससे बातें करत ेसमय हमें बड़ा मजा आता था । वह सुन्दर, सुडौल
तथा हृष्ठ- पुष्ट था। हम उसके बारे में बढ़ा-चढ़ाकर कहती थीं। वह भी
हृष्ठ-पुष्ट
अपने गुणों का गाल मारता था। वह बोलता था - "मैं क�वता तथा संगीत

◌्र के दशर्थन कर रह
पीछा करने वाले काले नाग हों।  फून्कारों से ऊपर �नकलने वाले फुवारों
की मां�त छोटे-छोटे जल-कण हमारे ऊपर �गर रहे थे। क्रोध के आवेश में
हम अपने �सर को िजतने जोर से मार देत ेहैं, उतने जोर से लहरों ने
�कनारे को छूकर लुढ़ककर पीछे से आने वाली लहरों को घेर कर पीछे
ढकेल �दया। मोहन कुमार कोई पद्य रागमय अलापता था। उसका अथर्थ 
यह
�नकलता है �क इस प्रकार गरजने वालूा यह समुद्र मेरी माव-धारा के
समान है। जब हम उन सब दृश्यों का सक्षात्कार कर रहे थे, �हम के
समान पानी के झोंके �गरकर शरीर को आराम पहँुचा रहे थे तब गाने
वाला कंठ, उस कंठ से अ�भव्यक्त माव, उस भाव का रस, सबने हमारे
हृदयों को आनन्द से आप्ला�वत �कया।

थोड़ी देर बाद वे �नकले। हमने उनका अनुसरण �कया। थोड़ा-सा
अंधेरा छाया हुआ था। मैंने कहा-“हम भी आ रही हैं। थोड़ा रु�कये ।”
वे मान गये ।

“उस मधुर गाने के �लए घन्यवाद”-में कहा ! मी स्वीकार
कोिजए"-सुधा ने मेरी बात में बात �मलायी ।
“हमारे धन्यवाद” ,
"वह मो क्या कंठ है ? नरमी के कारण कंठ रँूध गया है। लवंग
खाने पर भी कंठ में श्राव्यता नहीं आयी। मुझ ेरुलाने के �लए हो आप
ऐसा कहती हैं।"-मोहन कुमार ने कहा ।
“प्र�तभाशाली लोग ऐसे ही कहत ेहैं”-मधुमू�त ने कहा ।
‘‘हाँ-हाँ प्र�तभाशाली लोग इस प्रकार �ढढोरा पीटत ेहोंगे’ - मोहन
कुमार बोला । इस प्रकार बातें करत-ेकरत ेहम होस्टल पहँुच गयीं ।
इस प�रचय को लेकर मोहन कुमार हमारे होस्टल आने लगा । वह
मुझ और सुधा क कहलवा मेजता था। हम जाकर उससे बातें करती
थीं । उससे बातें करत ेसमय हमें बड़ा मजा भाता था । वह मुन्दर, सुडोल
तथा हुण्ठ-पुष्ट था । हम उसके बारे में बढ़ा-चढ़ाकर कहती थीं । वह भी
अपने गुणों का गाल मारता था । वह बोलता था-“मैं क�वता तथा संगीत

( ५२ )
पीछा करने वाले काले नाग हों। फून्कारों से ऊपर �नकलने वाले फुव्वारों
की भां�त छोटे-छोटे जल-कण हमारे ऊपर �गर रहे थे। क्रोध के आवेश में
हम अपने �सर को िजतने जोर से मार देत ेहैं, उतने जोर से लहरों ने
�कनारे को छूकर लुढ़ककर पीछे से आने वाली लहरों को घेर कर पीछे
ढकेल �दया। मोहन कुमार कोई पद्य रागमय अलापता था। उसका अथर्थ 
यह
�नकलता है �क इस प्रकार गरजने वाला यह समुद्र मेरी भाव-धारा के
समान है। जब हम उन सब दृश्यों का सक्षात्कार कर रहे थे, �हम के
समान पानी के झोंके �गरकर शरीर को आराम पहँुचा रहे थे तब गाने
वाला कंठ, उस कंठ से अ�भव्यक्त भाव, उस भाव का रस ,... सबने हमारे
हृदयों को आनन्द से आप्ला�वत �कया।

थोड़ी देर बाद वे �नकले। हमने उनका अनुसरण �कया। थोड़ा-सा
अंधेरा छाया हुआ था। मैंने कहा-"हम भी आ रही हैं। थोड़ा रु�कये।"
वे मान गये।
"उस मधुर गाने के �लए धन्यवाद"-मैं कहा ! भी स्वीकार
कीिजए"-सुधा ने मेरी बात में बात �मलायी ।
"हमारे धन्वाद",

"वह भी क्या कंठ है ? नरमी के कारण कंठ रँूध गया है। लवंग
खाने पर भी कंठ में श्राव्ता नहीं आयी। मुझ ेरुलाने के �लए ही आप
ऐसा कहती हैं।"-मोहन कुमार ने कहा।
"प्र�तभाशाली लोग ऐसे ही कहत ेहैं”-मधुमू�त र्थ ने कहा।
"हाँ-हाँ प्र�तभाशाली लोग इस प्रकार �ढढंोरा पीटत ेहोंगे"-मोहन
कुमार बोला। इस प्रकार बातें करत-ेकरत ेहम होस्टल पहँुच गयीं ।
इस प�रचय को लेकर मोहन कुमार हमारे होस्टल आने लगा। वह
मुझ ेऔर सुधा को कहलवा भेजता था। हम जाकर उससे बातें करती
थीं। उससे बातें करत ेसमय हमें बड़ा मजा आता था । वह सुन्दर, सुडौल
तथा हृष्ट-पुष्ट था। हम उसके बारे में बढ़ा-चढ़ाकर कहती थीं। वह भी
अपने गुणों का गाल मारता था। वह बोलता था-"मैं क�वता तथा संगीत
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( ५२ )
पीछा करने वाले काले नाग हों । फूल्कारों से ऊपर �नकलने वाले फुदबारों
को भां�त छोटे-छोटे लम्बा हमारे ऊपर �गर रहे थे । क्रोध के आवेश में
हम अपने �सर को िजतने णोर से मार देत ेहैं, उतने जोर से लहरों ने
�कनारे को छूकर लुढ़ककर पीछे से आने वाली लहुरों की घेर कर पीछे
ढके �दया । सोहत कमार कोई पद्मा दग लगायत था । उसका अथर्थ यह
�नकलता है �क हम श्राकार गरजने वाला यह समुद्र मेरी भाव-धारा के
समान है । जब हम उन सब दृश्यों का संध्याकार कर रहे थे, �हम के
समान पानी के झोंके �गरकर शरीर को आराम पहँुचा रहे थे तब 
गाने\nवाला कूठे, उस कंठ से अ�भव्यक्त भाव, उस भाव का रस, सबने 
हमारे
हृदयों को आनन्द से आल्ला�वत �कया ।

थोड़ी देर वादे वे �नकले । हमने उनका अनुसरण �कया । थोड़ा-सा
अँधेरा छाया हुआ था । मैंने कहा-"हम भी आ रही हँू । थोड़ा रू�कये ।
वे मान गये ।

"उस मधुर गाने के �लए धन्यवाद" -मैं कहा ! भी स्वीकार
कीिजए"-सुबाल ने मेरी बात में बात �मलायी ।

"हमारे धन्यवाद" 

"वह भी क्या कंठ है ? नरमी के कारण कंठ रँूध गया है । अबेरा\nबातें पर 
भी कंठ में श्राक्षता नहीं आयी । मुझ ेरूलाने के �लए ही आप
ऐसा कहती है ।" -मोहन कुमार ने कहा ।

"प्र�तभाशाली लोग ऐसे ही कहत ेहैं" —मधुमू�त र्थ ने कहा ।

"हाँ-हाँ प्र�तभाशाली लोग इस भक्त �ढढंोरा पीटत ेहोंगे"—मोहन\nकुमार 
बोला । इस प्रकार बातें-करत ेहम होस्टल पहँुच गयीं ।

इस प�रचय को लेकर मोहन कुमार हमारे होस्टल आने लगा । वह 
मुझ ेऔर सुधा को कहलवा भेजता था । हम जाकर उससे बातें करती
थीं । उससे बातें करत ेसमय हमें बड़ा मजा आता था । वह सुन्दर, सुडौल
तथा है ढँूढ़-पूट था । हम उसके बारे में बढ़ा-चढ़ाकर कहती थी । वह भी
अपने गुणों का गाल मारता था । वह बोलता था- "मैं क�वता तथा संगीत"

HindiOCR-VLM

( ५२ ) 
पीछा करने वाले काले नाग हों। फून्कारों से ऊपर �नकलने वाले फुव्वारों की 
भां�त छोटे-छोटे जल-कण हमारे ऊपर �गर रहे थे । क्रोध के आवेश में हम 
अपने �सर को िजतने जोर से मार देत ेहैं, उतने जोर से लहरों ने �कनारे को 
छूकर लुढ़ककर पीछे से आने वाली लहरों को घेर कर पीछे ढकेल �दया। 
मोहन कुमार कोई पद्य रागमय अलापता था। उसका अथर्थ यह �नकलता है 
�क इस प्रकार गरजने वाला यह समुद्र मेरी भाव-धारा के समान है । जब 
हम उन सब दृश्यों का सक्षात्कार कर रहे थे, �हम के समान पानी के झोंके 
�गरकर शरीर को आराम पहँुचा रहे थे तब गाने वाला कंठ, उस कंठ से 
अ�भव्यक्त भाव , उस भाव का रस,... सबने हमारे हृदयों को आनन्द से 
आप्ला�वत �कया।

 थोड़ी देर बाद वे �नकले। हमने उनका अनुसरण �कया। थोड़ा-सा अंधेरा 
छाया हुआ था। मैंने कहा-"हम भी आ रही हें । थोड़ा स�कये ।" वे मान गये। 

"उस मधुर गाने के �लए धन्यवाद" _मैं कहा ! भी स्वीकार कीिजए" -सुधा 
ने मेरी बात में बात �मलायी। 

"हमारे धन्यवाद" 

"वह भी क्या कंठ है ? नरमी के कारण कंठ रँूध गया है । लवंग खाने पर भी 
कंठ में श्राव्यता नहीं आयी। मुझ ेरुलाने के �लए ही आप ऐसा कहती हैं।" -
मोहन कुमार ने कहा।

 "प्र�तभाशाली लोग ऐसे ही कहत ेहैं"-मधुमू�त ंने कहा । 

"हाँ-हाँ प्र�तभाशाली लोग इस प्रकार �ढढंोरा पीटत ेहोंगे"-मोहन कुमार बोला
। इस प्रकार बातें करत-ेकरत ेहम होस्टल पहँुच गयीं। 

इस प�रचय को लेकर मोहन कुमार हमारे होस्टल आने लगा। वह मुझ ेऔर 
सुधा को कहलवा भेजता था। हम जाकर उससे बातें करती थीं। उससे बातें 
करत ेसमय हमें बड़ा मजा आता था। वह सुन्दर, सुडौल तथा हृष्ठ-पुष्ट था
। हम उसके बारे में बढ़ा-चढ़ाकर कहती थीं। वह भी अपने गुणों का गाल 
मारता था। वह बोलता था-"मैं क�वता तथा संगीत

Ground Truth

Fig. 5: Shows comparison of different OCR models on printed pages. The single-
stage HindiOCR-VLM preserves the layout while predicting accurate text.

the two-stage approach significantly outperforms other baselines, while the uni-
fied approach closely matches baseline performance and produces comparable
results. This performance gap arises because the two-stage approach eliminates
background noise and spacing inconsistencies, allowing the model to focus solely
on character recognition. In contrast, the unified approach must simultaneously
handle text localization and recognition, making it more susceptible to errors.
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इधर ]      दसूरा अंक

इमरी-बहार ! हाँ भाई ! �नन्दगी की बहार लूट रहा हँू । इन
फूलों को देखो, िजनका �लफ्  एक �दन का जीवन है, �कस खाँम 
सान के साथ सुसंस्कार रहे हैं ! भाई, मरता तो है ही, क्यों न जब 
तक िजया जाय दसू�र्चुधस कर िजया जाय ।

मौर-मैंने अपकी �नदर्चुयी के वगीचे में वसंत की व्यग्रर की
जगह पतझड़ की लू चला दी है ।

इमरी-ऐसा क्यों कहत ेहो म�हमा ! मुझ ेव्यपने आदशर्चु की
रचा के �लए कष्ट सहने में �कतना छानेदूँ �मलता है, इसे क्या 
व्याप नहीं जान पाने ? मैं तो जो कुछ कर रहा हँू । वह परोपकार 
के �लए नहीं, ब्राह्म-सुख के �लए कर रहा हँू ।

मीर-खपने मेरी खा�तर व्यपने छँू चाचा साहब को भी
कुरबान कर �दया, दोस्ती का ऐसा नमूना क्या द�ुनया की तबा 
रीड़ा में और कहाँ �मलता है ?
दमूारी-मनुष्यता को इतना कंगाल न समझो, मीर साहब ! 
राजा-महाराजाओं का इ�तहास तो लोग �लख लेत ेहैं, ले�कन क्या 
साधारण लोगों में मनुष्यता के उच्च उदाहरण नहीं �मलत े?
जो लोग हमारे इधरीर पर प्राण सम�पर्चुत करत ेहैं या जो दीपक
की भाँ�त मुसीबतों की आचुर्चु में कंग-कंग जल रहे हैं उन्मों �कतने
ही ऐसे हैं �ननके सामने महाराव हुक्मीर व्यत्प्रत चुट्टे हैं ।

मीर म�हमा-वह मैं मानता हँू, �क ईसा�नयत गरीबों में भी
पाई जाती है क्यों हैहा�नयत तो खास तौर से व्यसोरों की दौलत
है । लालच ईसान को हैदान वनाता है ।

CC-0. Gururना Kह्तपा Collection, Harफेत्र

Image Prediction

Fig. 6: Displays page-level outputs from our single-stage model, with the input
image on the left and predicted text on the right. While trained solely on Hindi,
the model successfully identifies some English text. However, its accuracy drops
in lines containing both languages.

Qualitative results in Fig. 5 show that, even without intermediate detection,
our model effectively preserves paragraph layouts and spacing while maintain-
ing stable WRR compared to the industry-grade OCRs. However, the model
struggles with mixed-language images, as seen in Fig. 6. We test generalization
on out-of-distribution pages with variations in font colors, layouts, and print
quality. We show that despite degradations of colored backgrounds, the model
successfully extracts the most meaningful information.

4.2 Comparison of OCR Methods for Different Modalities

We evaluate OCR performance using both generalized models like Google OCR
and domain-specific models. As discussed earlier, we adopt a two-stage approach
in the mixed-modality setting similar to other models. We use CRNN [41],
PARSeq [32], and PARSeq [39] as domain-specific models for printed, handwrit-
ten, and scene text, respectively. Here, the pipeline uses a detector at inference
time. Table 4 compares different detectors, and we select the best-performing one
4 https://lipikar.cse.iitd.ac.in/
5 https://github.com/VikParuchuri/surya

https://lipikar.cse.iitd.ac.in/
https://github.com/VikParuchuri/surya
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Method Printed Text Handwritten Text Scene Text
WRR CRR WRR CRR WRR CRR

Google OCR 87.35 96.16 73.27 80.88 74.38 87.56
Lipikar4 - - - - 65.81 74.16
Azure OCR 87.17 96.94 - - - -
Domain Specific OCR [32,39,40] 87.32 96.22 69.63 73.69 71.21 85.54
Surya OCR5 83.69 80.66 - - - -
HindiOCR-VLM 91.28 97.12 75.21 89.78 67.15 84.85

Table 3: Shows the performance comparison of OCR methods on different text
modalities. We use [40], [32], and [39] for printed, handwritten, and scene text,
respectively. A ‘-’ in the table indicates that the model is not applicable for that
modality.

Model Handwritten Scene Text Printed
Craft [5] 0.6362 0.5576 0.5875
YOLO V11 [28] 0.9850 0.0929 0.6853
DocTR [42] 0.7444 0.1401 0.6913

Table 4: Average Precision (AP) at IoU = 0.5 for different detection models
across modalities.

और थे �क वही  योअराए  
मा�लक  है। 

और वह अपने रब की 
सुनेगा। और उसे यही चा�हए 
भी 

हमें आहसास है �क हमारे 
समाज में काफी खा�मयां हैं 
क्या बजट और �वत्त  मंत्री 
की भु�मका सी�मत हो रही 
हैॽ 

हमें उन्हें आदरी बािस्तयों में 
बदलता है। 

ऐसा होने पर ग्राहक बार-बार 
उस वस्तु को लेने आयेंगे। 

Image Prediction

Fig. 7: Displays the performance of a mixed modality model when evaluated on
handwritten images. Incorrectly predicted characters are highlighted with red
color.

for each modality. With page-level annotations available across modalities, this
setup enables effective multi-domain OCR through a two-stage pipeline that
detects and recognizes words per page. Our multi-domain model outperforms
all domain-specific models and surpasses industry-grade solutions across most
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अशोक वन

साँता-रावण, स�फरके इस रहस्यकों य�द समझ सको तो शायद
तुम्हारा यह दृ�ष-कौण वह जय ।

रावगा- ( घबराहटके साथ) सीता, क्या मेरे �छए नया ले�ग-
मागर्त बना रही हो ? सीता, सुझ ेउस रास्त ेचबाती हो ?-

सीता- (धीरतारों ) रावण, शायद स्वाथर्त-र�हत पे्रम पुरुषोंकी
कल्पनाके बाहरकी वस्त ुहै । इसी�लए पुरुषका हृदय कामना-रू�ढ़त
पे्रम करना नहीं जानता ।-परन्तु, खींकी सिृ�ट दसूरे तत्वोंसे
हुई है । बी उसी पे्रमको अ�धक चाहती है िजसे वह दान करती 
है । स्वाथर्तपों पे्रम-वांछा उसके हृदयमें कम, -बहुत कम, रहती है।
च�लका यह रहस्य ही शायद इस �व�चत्र �वश्वका कारण है ।
–ऐसा कोई खी-ढ़दय न होगा जो पे्रमीके पे्रमका आदर न करे ।
और इसी कारण वह पे्रमी-पुरुषके ईयारों का कारण भी होता है ।
पुरुष चौंक इस �वश्व-दरोग्नको, -�वश्व-पे्रमकी, नहीं सहन कर
सकता । पर, इस �वश्वासतामें वह संकोष स्वाथर्त �नत्य ही देगा ।
(रावण पागलकी अ�त �नश्चात होता हुआ सीताकी और देखता है। )
रावण, सारी वासनाओं �नलर्तज्जाद देकर इस प्रणय-सांसाभर्त
आ सकत ेहो ?- इस शरीर-सीमात्रों पार कर जानेवाले पे्रममें
राम या रावण,- यह प्रश्न ही नहीं उठता । रावण, सुनी, समझो ।

रावण-\" (कसकर अन्धे भे्रन लेता है ) सीता, मेरे अन्यन्तरात्का
सब कुछ बदल रहा है ।-ऐसा प�रवतर्तन खो रहा है िजसे मेरी
बुद्�ध नहीं ग्रहण कर रही है ।
सीता-रावण, ईथर देखो,- रावण ! 
रावण-सीता, तुम्हारी चुबक-सी दृ�ष मेरे इधरमें,-सीता

C.C.०. Gurukul Kangri Collection, Haridwar"

Image Prediction

Fig. 8: Shows the performance of a mixed modality model when evaluated on
printed document images. Incorrectly predicted characters are highlighted with
a red rectangle.

ह�रत स्वच्छ नोण्डा

मुख्य प्रशास�नक कायार्यालय

सैक्टर-6 नोण्डा

नोण्डा

ओखला  औघो�गकनवीन �वकास  प्रा�धकरण

    —

Fig. 9: Displays the performance of a mixed modality model when evaluated
on scene text images. Incorrectly predicted characters are highlighted with red
color.

modalities, all while requiring significantly less training data. Quantitative re-
sults are shown in Table 3, and qualitative examples are in Figs. 7, 8, and 9.
Surya OCR is trained only on printed text; hence, scene text and handwritten
images are not tested on it.
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Model Training Strategy Steps to Convergence WRR CRR
HindiOCR-VLM Mixed Training 800k 82.40 90.54
HindiOCR-VLM Progressive Learning 350k 84.74 92.63

Table 5: Presents a comparison of convergence speed and final accuracy on
the Hindi printed test set between mixed training and progressive learning ap-
proaches. In mixed training, all image modalities are used simultaneously from
the start.

As shown in Fig.7, the model handles handwritten text well despite variations
in style, stroke, and spacing. Fig.8 shows similar robustness for printed text with
diverse fonts and strokes. For scene text (Fig. 9), its robustness across complex
backgrounds, numerals, and blur effectively. However, it struggles with irregular
spacing, noisy or merged strokes, extreme angles, and punctuation errors—often
due to size or resemblance to diacritics. These issues stem from the model’s fine-
grained feature extraction, which aids script recognition but increases sensitivity
to noise, overlapping characters, blur, and perspective distortions6.

5 Ablation Study

5.1 Impact of Progressive Learning

Progressive learning emulates the way humans learn by gradually introducing
more complex training data. To assess its effectiveness, we compare it with the
same base model fine-tuned from the start on a mixed dataset containing all
complexity levels. As shown in Table 5, the progressive learning model converges
56.25% faster and outperforms the mixed-data model in both WRR and CRR
in case of Hindi printed documents. Additionally, it shows reduced instances of
hallucinations and out-of-distribution token predictions.

Distortion Method Sigma/S/P WRR CRR
Blur Gaussian (3,3) 1 77.03 89.65
Blur Gaussian (5,5) 1 77.07 89.80
Blur Median (3,3) — 79.72 91.67
Blur Median (5,5) — 78.97 91.16
Noise Gaussian 5 74.01 88.10
Noise Gaussian 10 72.54 86.12
Noise Shot 30 75.50 86.94
Noise Impulse 0.1 75.10 88.62

Table 6: Shows model performance on Hindi printed test set under different levels
of blur and noise distortions. Here, P refers to the probability of applying the
distortion, and S indicates its scale.

6 Additional visual results are provided in the supplementary material.
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Fine-tuned Model #Step Token Eval Accuracy
Phi-3 Vision 20k 57.03
GOT OCR 2.0 20k 98.21

Table 7: Present performance comparison of fine-tuned Vision-Language models
for Hindi OCR recognition accuracy on Hindi printed validation set.

5.2 Model Robustness Study

We evaluate the model on Marathi, which shares the Devanagari script with
Hindi but differs in vocabulary and includes additional characters. Despite these
differences, the model achieves a WRR of 36.70 and CRR of 71.85 on a Marathi
test set of 150 pages. While accuracy drops notably, the results demonstrate ef-
fective knowledge transfer across related languages. To further assess robustness,
we add synthetic noise and blur to printed page images. As shown in Table 6, the
model maintains strong performance, confirming its resilience under challenging
conditions.

5.3 Effect of using Different Vision-Language Models

We evaluate the adaptability of Vision-Language Models (VLMs) for Indic OCR
by fine-tuning Phi-3 Vision and GOT OCR 2.0 on printed word-level images
using identical training setups for 20,000 steps. As shown in Table 7, GOT OCR
2.0 achieves a significantly higher token eval accuracy than Phi-3 Vision, largely
due to its smaller size (580M vs. 4.2B parameters) and OCR-focused training.
In contrast, the larger and more general-purpose Phi-3 Vision, pre-trained on
diverse web data, requires more effort to adapt and converge.

6 Conclusions

This paper introduces HindiOCR-VLM, advancing Indian language OCR from
traditional methods to Vision-Language Models (VLMs). By leveraging train-
ing strategies, we demonstrate that fine-tuning VLMs pre-trained on large-scale
English and Chinese corpora significantly enhances performance in Hindi. Our
results show that a unified, multi-domain approach eliminates the need for sep-
arate models for printed, handwritten, and scene text, creating a generalized
OCR framework. Additionally, we highlight the potential of next-generation
OCR models to perform single stage end-to-end page-level recognition seam-
lessly, marking a shift toward more efficient and scalable solutions.

Future work includes extending the dataset to complex multilingual doc-
uments and optimizing the model for real-time use on mobile and embedded
devices through quantization and pruning. This will reduce computational load
while maintaining accuracy, boosting OCR performance in diverse linguistic set-
tings.
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